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INTRODUCERE

O data cu aparitia calculatoarelor si cu marirea volumului de date a aparut necesitatea
de a identifica cunostinte noi, necunoscute pana in acel moment intr-un timp relativ scurt.

In acest context, data mining, cunoscuta si ca ,.descoperirea cunostintelor in baze de
date mari” este un instrument modern si puternic al tehnologiei informatiei si comunicatiilor,
instrument ce poate fi folosit pentru a extrage informatii utile dar inca necunoscute.

Acest lucru automatizeazd procesul de descoperire al unor relatii si combinatii in
datele brute, iar rezultatele gasite ar putea fi incadrate intr-un sistem automat de suport al
deciziei.

Orice activitate umana, atat la nivel microeconomic, cat si la nivel macroeconomic se
desfasoara in conditii de risc si incertitudine. Unele dintre acestea pot fi evitate mai usor sau
mai greu in functie de nivelul de cunoastere, de gradul de evaluare sau de importanta care li se
acorda in fundamentarea deciziilor.

Cercetarea a avut ca obiective principale: prezentarea cat mai exhaustiva a tehnicilor
de clasificare automata a datelor avand ca suport de decizie retelele neuronale si elaborarea
unei metodologii de evaluare a ratingului de tara in functie de mai multi indicatori alesi din
diverse grupe: indicatori economici, indicatori financiari si indicatori sociali. Modelul de
clasificare propus are aplicabilitate atat la nivel macroeconomic, cat si la nivel
microeconomic.

La nivel microeconomic, in contextul globalizarii, derularea de afaceri de catre agentii
economici pe pietele externe se va realiza numai dacd existd un stimulent suficient de
puternic, Tn masurda sda motiveze companiile sa-si asume riscurile implicate desfasurarii
activitatii intr-o anumita tard. Ratingul de tara calculat de diverse institutii este un indicator
agregat foarte important atunci cand se analizeaza oportunitatea de a investi sau nu in acea
Zona.

La nivel macroeconomic, analiza riscului de tara presupune identificarea dificultatilor
care pot sd apard in onorarea de cdtre un anumit stat a obligatiilor care decurg din
angajamentele sale luate pe plan extern.

Lucrarea de doctorat este alcituiti din cinci capitole. In primul capitol intitulat
»Aspecte generale privind data mining si modelarea pe baza retelelor neuronale” am prezentat
un istoric si o definifie a termenului data mining, o scurtd sinteza a metodelor si tehnicilor
data mining, punand accent pe modelarea bazata pe retelele neuronale.

Dezvoltarea calculatoarelor si implicit a puterii de calcul precum si a volumului mare
de date au condus la necesitatea de a descoperi informatii noi intr-un timp relativ scurt. in
acest context, incepand cu anii 2000 s-a dezvoltat o noud tehnologie denumita data mining.
Metodele data mining provin din statistica, administrarea bazelor de date si din inteligenta
artificiald (retele neuronale, analiza datelor, procesarea imaginilor, invatarea asistatd de
calculator, algoritmi genetici, etc.). Printre tehnicile de data mining cele mai des intalnite se
numara: excluderea, clasificarea (clusterizarea), discriminarea si previziunea.

Retelele neuronale sunt utilizate pentru solufionarea unor probleme ce nu pot fi
rezolvate cu ajutorul algoritmilor conventionale, cum ar fi probleme de optimizare, probleme
de clasificare, etc. O retea neuronala este alcatuitd din neuroni, grupati in straturi, fiecare
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neuron dintr-un anumit strat fiind conectat la toti neuronii din stratul anterior si la toti
neuronii din stratul ce urmeaza, cu exceptia straturilor de intrare si iesire. Cel mai important si
cel mai des folosit algoritm de antrenare a unei retele neuronale este algoritmul
back-propagation.

in capitolul doi al lucrarii intitulat ,,Problema clasificarii obiectelor in abordarea
ratingului de tard” am realizat o trecere in revista a stadiului actual al cercetarii in domeniul
clasificarii obiectelor si am studiat refeaua neuronala in problema de clasificare.

Retelele neuronale sunt flexibile, se pot adapta cu usurintd datelor de antrenament si
pot gestiona mai bine ,,zgomotul” si schimbarile aparute in exemplele de invatare. Odata
incheiat procesul de instruire (antrenare), o retea neuronald poate genera un output rezonabil
pentru datele de intrare care nu i-au mai fost prezentate in faza de invatare.

In domeniul clasificarii obiectelor cel mai utilizat model este perceptronul multistrat.
Acest model presupune existenta unei retele neuronale conectata in totalitate, avand neuronii
dispusi pe mai multe straturi astfel: strat de intrare, unul sau mai multe straturi ascunse si un
strat de iesire. Printre avantajele perceptronului multistrat se numara: eficienta In reamintire si
eficientd mare in clasificare. Timpul indelungat de instruire al acestui tip de retea neuronala
limiteazd oarecum aplicarea modelului. Mai departe am prezentat pe scurt metodologia
folositda de diverse agentii pentru evaluarea ratingului de tard si a modului de acordare al
calificativului pentru un anumit stat.

Pornind de la definitia conform careia riscul reprezintd variabilitatea rezultatului
posibil in functie de un eveniment nesigur, incert, existd mai multe agentii de rating, fiecare
dintre acestea avand propriul model de evaluare al riscului si oferind diverse produse pentru
diferite segmente de utilizatori. Astfel, principalele agentii de rating existente sunt:
Institutional Investor, Standard & Poor's, Political Risk Services, The Economist, Moody's si
altele.

La realizarea aplicatiei am utilizat urmatoarea metodologie: alegerea grupului de tari
asupra caruia se realizeaza aplicatia (tarile din Uniunea Europeana: Austria, Danemarca,
Suedia, Finlanda, Germania, Cipru, Letonia, Polonia, Lituania, Olanda, Spania, Portugalia,
Franta, Italia, Romania, Grecia, Marea Britanie, Bulgaria, Belgia, Ungaria, Malta, Slovacia,
Cehia, Estonia, Slovenia, Luxemburg, Irlanda); stabilirea indicatorilor, inregistrarea valorilor
acestora (pentru anul 2009) si aplicarea tehnicilor de analiza a datelor (analiza Tn componente
principale, analiza cluster si analiza factoriald) asupra fiecdrei grupa de indicatori; extragerea
indicatorilor care aduc aport informational maxim din fiecare grupa; realizarea si instruirea
retelei neuronale; interpretarea rezultatelor obtinute si realizarea de previziuni (simulari)
asupra situatiei Romaniei.

Partea a treia a lucrarii prezinta aplicabilitatea tehnicilor de data mining, mai precis
extragerea informatiilor “ascunse”, “importante” din listele cu indicatorii tarilor inregistrati in
diferite planuri (economic, social si financiar) folosind astfel tehnici de analiza a datelor
(analizd in componente principale, analiza factoriala si analiza cluster).

Seturile de indicatori utilizati in aplicatie sunt urmatorii:

- Indicatori economici: consum final (% din PIB), cererea internd (% din PIB),
consumul final al gospodariilor (% din PIB), formarea bruta de capital (% din PIB), formarea
brutd de capital fix (% din PIB), exporturi (% din PIB), importuri (% din PIB), valoarea
addugatd bruta (preturi curente) (% din PIB), impozite fara subventii pe produs (% din PIB),
salarii (% din PIB), formarea bruta de capital fix de catre sectorul privat (% din PIB);

- Indicatori sociali: pondere angajati cu contract parfial de munca in total angajati,
ponderea populatiei angajate in total populatie, ponderea populatiei in varsta 0-14 ani 1n total
populatie, ponderea populatiei in varsta 15-24 ani in total populatie, ponderea populatiei in
varstd 25-49 ani in total populatie, ponderea populatiei in varsta 50-64 in total populatie,
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ponderea populatiei In varsta 65-79 in total populatie, ponderea populatiei in varsta de peste
80 ani in total populatie, rata somajului, varsta medie a populatiei;

- Indicatori financiari: rata anuald medie a inflatiei (raportata la indicele preturilor de
consum), deficit public fiscal (% din PIB), investitii publice fixe (% din PIB), datoria publica
(guvernamentald) % din PIB, soldul contului curent (% PIB), imprumuturi guvernamentale
externe (% din PIB).

Pentru fiecare set de indicatori am aplicat tehnici de analizd a componentelor
principale, tehnici de analiza cluster si analizd factoriala pentru o prima clasificare a tarilor in
functie de indicatorii din fiecare grupa.

Ultimul capitol al lucrdrii intitulat “Clasificarea tarilor prin intermediul retelei
neuronale” prezinta asocierea unei retele neuronale pentru problema de clasificare a tarilor in
functie de indicatorii care aduc maximum de informatie din cele trei grupe de indicatori
analizate in capitolul patru.

Pentru a asocia o retea neuronala de tip perceptron multistrat problemei analizate este
necesar sa se cunoasca mai intai care sunt indicatorii care aduc maximum de informatie din
fiecare grupa analizata si apoi in cate clase se impart tarile in functie de acesti indicatori.

In urma aplicarii tehnicilor de analizi a datelor indicatorii care aduc aport
informational maxim din fiecare grupa sunt: cererea internd, formarea brutd de capital,
exporturi (din domeniul economiei reale); ponderea populatiei angajate in total populatie,
ponderea populatiei Tn varstd de 15-24 ani in total populatie, varsta medie a populatiei (din
plan social); deficit public fiscal, investitii publice fixe, imprumuturi guvernamentale externe
(din domeniul financiar).

Dupa instruirea retelei neuronale s-a constatat ca sunt tari care si-au schimbat clasa 1n
care erau initial. Acest lucru a fost posibil datoritd faptului ca statele din Uniunea Europeana
au fost Impartite in trei parti: date de antrenare (80% din totalul tarilor), date de validare si
date de testare.

Tot in acest capitol se prezintd anumite previziuni (scenarii) de imbunatagire a
performantelor economice, sociale si financiare ale Romaniei cu scopul de a accede 1n clasa
tarilor dezvoltate. Previziunile au fost obfinute pe baza scorurilor si a functiilor de transfer
prin reteaua neuronala deja antrenata.

La nivelul Uniunii Europene este importanta stabilirea de politici economice, sociale
si/sau financiare cu scopul evitdrii dezechilibrelor macroeconomice si urmarirea realizarii
unei cresteri sustenabile sprijinitd, acolo unde este necesar, de adoptarea unor reforme
structurale. Pentru realizarea acestui lucru, in ultimii ani se vorbeste tot mai mult de un nou
concept numit macroprudentialitate. Dar oricat de eficiente ar fi politicile macroprudentiale,
acestea nu pot inlocui politicile macroeconomice, sociale sau financiare adoptate la nivelul
fiecarui stat.






CAPITOLUL 1

ASPECTE GENERALE PRIVIND DATA MINING
SI MODELAREA PE BAZA RETELELOR NEURONALE

Termenul data mining presupune analiza datelor din diverse puncte de vedere
(aspecte) cu scopul de a extrage cunostinte pentru a le folosi mai departe in fundamentarea
deciziilor la nivel micro sau macroeconomic. Din cele mai vechi timpuri oamenii au fost
atrasi de functionarea creierului uman si de modul de adoptare a deciziilor de catre acesta. In
acest sens au Inceput sa studieze retelele neuronale, sd elaboreze diversi algoritmi de instruire
a acestora. Datoritd volumului mare de informatie rezultat pe baza modelarii neuronale au fost
dezvoltate si retelele hebbiene, principala lor caracteristica fiind introducerea in calcul a unui
factor de uitare cu scopul de a pastra mai departe informatia cu adevarat importanta.

1.1 Istoric si definirea termenului de data mining

Data mining s-a dezvoltat ca o consecintd a dezvoltarii bazelor de date. Colectarea
datelor 1n diverse formate electronice a inceput in anii '60 permitand o analiza retrospectiva a
datelor prin intermediul calculatorului. Bazele de date relationale au aparut in anii '80
impreuna cu Structured Query Language (SQL). Anii '90 sunt caracterizati de o explozie a
informatiilor. Pentru stocarea lor au Inceput sd se foloseasca depozitele de date (data
warehouses). Data mining a aparut ca raspuns la provocarile cu care s-au confruntat
comunitatea specialistilor in baze de date, care se ocupau cu cantitdfi masive de date,
aplicarea analizei statistice si aplicarea tehnicilor de cautare, specifice inteligentei artificiale,
asupra datelor.’

Principalele domenii care pot fi considerate surse de date sunt:

mediul economic;

telecomunicatii (In telefonie se genereaza anual aprope 20 exabytes de date);

sateliti; internet — ordin de marime: terabytes;

biblioteci: (Library of Congress 20tb-3pb date);

agentii legale (baza de date cu amprentele FBI: 1 petabyte);

experimente stiintifice.

Data mining este aplicat intr-o varietate de domenii, incepand cu managementul de
investitii pand la astronomie. Importanta si potentialul de aplicare al data mining a fost
recunoscut in marketing, domeniul bancar, asigurarea sanatatii, telecomunicatii, pentru
aplicatii cum ar fi analiza cosului de piatd, pentru promovarea eficientei, analiza
vulnerabilitatii clientilor, managementul relatiilor cu clientii, crearea de portofoliu, detectarea
fraudei in telefonia celulara etc.

In 1995, Gartner Group Advanced Technology Research Note a pozitionat data
mining si inteligenta artificiala pe primul loc intre cele cinci zone tehnologice cheie care "vor

" Tonita Angela, Asupra termenului de minerit de date (data mining), http://rria.ici.ro/ria2005_2/art03.html
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avea in mod clar impact peste un spectru larg de domenii industriale Tn urmatorii trei pana la
cinci ani".?

Data mining este un pas 1n procesul KDD (knoweldge discovery in data —
descoperirea cunostintelor din date), care constd in aplicarea de algoritmi de descoperire si
analiza de date, care sub limitele eficientei de calcul vor produce o multime de modele pe

datele studiate (figura 1).

Colectarea Managementul Accesul la Depozite de datq Data
datelor  |p| datelor » date (’80)  |»| sisisteme supor| mining
(’60) (’70) de decizii ("90) | (°00)

Figura 1. Evolutia tehnologiei spre data mining

Data mining reprezinta o arie de intersectie intre invatarea asistatd de calculator,
statisticd si baze de date.’

Data mining reprezintd procesul de selectie, explorare si modelare a unor seturi mari
de date pentru a descoperi modele necunoscute, utile in dezvoltarea afacerilor.*

Fayyad U., Piatetsky-Shapiro G., Smyth P afirmau ca ,,data mining este procesul de
identificare de cunostinte valide, noi, potential utile si, in final, inteligibile din baze de date
care sunt folosite In luarea deciziilor hotaratoare in domeniul afacerilor, mai precis, ,,data
mining reprezinta aplicarea unor algoritmi specifici pentru extragerea modelelor din date”.’

Din punct de vedere al dictionarului explicativ al limbii romane, data mining este o
expresie improprie care asociaza procesul de cautare si gasire a cunostintelor dintr-o cantitate
mare de date cu procesul de extragere a mineralelor din roci. Ambele procese se refera la
extragerea esentialului din domenii diferite.

In conformitate cu Carta Alba a solutiilor de management de date de la IBM, data
mining este procesul de extragere de informatii valide, necunoscute anterior si, in final,
inteligibile din baze mari de date, informatii folosite in luarea deciziilor hotaratoare in
domeniul afacerilor. Extragerea informatiilor poate fi utilizata la formarea de modele de
predictie sau de clasificare, pentru a identifica relatii intre inregistrarile din bazele de date sau
pentru a furniza un sumar al bazelor de date care sunt minerite. Data mining consta dintr-un
numar de operatii, fiecare fiind suportata de o varietate de tehnici cum sunt reguli de inductie,
retele neuronale, clusterizare conceptuald, descoperire asociativa etc. In multe domenii din
lumea reala cum ar fi analiza de marketing, analiza financiara, detectarea fraudei, informatiile
extrase necesita utilizarea cooperativd a mai multor operatii si tehnici de minerit de date.°

Toate cele trei aspecte provin din tehnologiile de data mining, specifice diferitelor
domenii, $i se ocupd de problema usurintei in utilizare prin ascunderea complexitatii
algoritmilor fundamentali de data mining.

,»...Pentru a concluziona, instrumentele de data mining sunt orientate catre a obtine
abilitati de analiza multimedia si capacitati de analizare simultana a numeroase tipuri de baze
de date. Utilizatorii finali sau specialistii in data mining vor fi persoane care opereazd cu

? http://www.thearling.com/text/dmwhite/dmwhite.htm

3 Marcel Holsheimer: Data Mining by Business Users: Integrating Data Mining in Business Processes. KDD
Tutorial Notes, 1999

4 SAS Institute

> Fayyad U.M., Piatetsky-Shapiro G., Smyth P., Knowledge Discovery in Database, AAAI Press, 1996

% IBM's Data Mining Technology - White Paper data Management Solutions, April, 1996
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instrumentele care sunt inglobate in pachetele software standard, cel mai probabil utilizand
tehnologii de retele neuronale."’
Alte definitii ar putea fi:

e data mining este un proces de descoperire de relatii, sabloane si cunostinte din date;

e _data mining este procesul prin care informatiile si cunostintele sunt extrase din
volumele mari de date folosind tehnici care sunt mai mult decat o simpla cdutare in
date”.

Principalele discipline care se intersecteaza cu domeniul data mining sunt: statistica,
programarea calculatoarelor, Tnvatarea asistatd de calculator, tehnologia bazelor de date,
tehnologia digitala, tehnologia informatiei, etc (figura 2).

( )

— - 2 Modelarea
Statistica Calculatoare datelor

Vizualizarea

74NN

Tehnologia . Tehnologia datelor

bazelor de date Tehnologia digitala i s {

si a depozitelor data mining tehnologia Analiza
de date informatiei L datelor )
<

TT Procesarea

[ Alte domenii ] Invatare Retele imaginilor )
asistata de A

neuro-
nale

Regasirea

calculator informatiilor
J

Figura 2. Discipline cu care se intersecteaza data mining

In concluzie, data mining a evoluat ca o tehnologie datoritdi a douid fenomene
complementare:

- volumul de date in continud expansiune in urma dezvoltarii tehnologiilor de baze de
date si a instrumentelor de colectionare a datelor;

- nevoia de cunoastere concretizatd prin necesitatea de a filtra si interpreta toate aceste
volume de date stocate in baze de date, depozite de date sau banci de date.

Procesul de descoperire a cunostintelor din cantitdfi mari de date este un proces
complex format, in principal, din urmatoarele etape, care se succed din punct de vedere
cronologic:

- curatirea datelor (data cleaning) se realizeaza prin inlaturarea datelor inutile si a
celor inconsistente;

- integrarea datelor (data integration) consta in combinarea datelor provenite din mai
multe surse de date diferite;

- selectarea datelor (data selection) reprezintd extragerea datelor relevante pentru
analiza din depozitele de date disponibile (baze de date, depozite de date, www etc.);

- transformarea datelor (data transformation) consta in punerea datelor in formate
unitare, corespunzatoare pentru data mining (analiza In vederea descoperirii de cunostinte)
prin realizarea unor operatii rezumative si/sau de agregare (de unificare);

- data mining este definita prin extragerea unor modele de date aplicand asupra datelor
rezultate dupa parcurgerea etapelor anterioare si metode inteligente, denumite generic metode

7 ATEL, L., S. PERRY, D. TAYLOR, A. BROWN, S. TIKE: The Future of Data Mining
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data mining. Acest proces este esential pentru descoperirea cunostintelor utile ,,ascunse” in
depozitele de date;

- evaluarea modelelor (pattern evaluation) se realizeaza prin evaluarea modelelor de
date extrase pentru identificarea celor care reprezintd cunostintele care intereseazd in mod
real;

- prezentarea cunostintelor (knowledge presentation obtinute utilizatorilor lor, prin
folosirea unor tehnici de vizualizare si de reprezentare adecvate.

Metodele data mining provin din calculul statistic clasic, din administrarea bazelor de
date si din inteligenta artificiala. Ele nu inlocuiesc metodele traditionale ale statisticii, ci sunt
considerate a fi extinderi ale tehnicilor grafice si statistice. Deoarece softului 1i lipseste
intuitia umana, rezultatele metodelor data mining vor trebui supuse in mod sistematic unei
supravegheri umane.

Structura tipica de date potrivita pentru data mining contine observatiile plasate pe
linii iar variabilele plasate pe coloane. Domeniile sau intervalele de valori pentru fiecare
variabila vor trebui sa fie definite precis, evitandu-se cat mai mult posibil exprimarile vagi.

1.2 Metode si tehnici de data mining

Rezultatele obtinute cu ajutorul tehnicilor de data mining pot varia si sunt specifice
fiecarui tip de utilizator. In general, tehnicile de data mining se aplica intr-o baza de date din
doua motive:

- validarea unei ipoteze privind datele, corectitudinea acestora, dar si ipoteze statistice;

- descoperirea de noi caracteristici din date. Descoperirea, la randul ei, poate fi
impartitd in descriere si predictie. Descrierea datelor se realizeaza, fie prin calcularea de
diversi indicatori statistici (elementari) din datele brute, cum ar fi media, dispersia, abaterea
medie patratica, etc., fie prin aplicarea asupra datelor a tehnicilor avansate de analiza, cum ar
fi analiza cluster, analiza componentelor principale, analiza discriminanta, etc. Predictia are ca
scop exprimarea cat mai exactd a unor valori viitoare pentru datele aflate in analiza.

Cele mai folosite tehnici de data mining sunt:

1. Excluderea ce presupune tratarea din punct de vedere informatic a datelor. Aceasta
presupune identificarea si eliminarea inregistrarilor care contin anomalii in comparatie cu
celelalte date (date aberante, inregistrari cu date lipsa, etc).

2. Clasificarea (clusterizarea) este operatia prin care obiectele dintr-o multime data
sunt repartizate in submultimi numite ,,clase” in functie de asemanarile si deosebirile dintre
ele.

3. Discriminarea este diferitd de clasificare din cauza necesitatii, in aplicatii, a unor
cunostinte anterioare asociate claselor. De obicei este necesar un esantion din fiecare clasa
pentru a realiza o analiza discriminantd. Analiza discriminantd are urmatoarele obiective:
investigarea diferentelor 1intre grupuri, separarea eficientd a grupurilor, identificarea
variabilelor importante discriminatorii, testarea ipotezelor legate de diferentele dintre grupuri,
clasificarea de noi observatii in grupuri pre-existente.

4. Previzionarea ce se realizeaza pe baza trendului.

Daca ne referim la metodele ,,de invatare” (data mining) acestea pot fi grupate in doua
categorii: nesupervizate, respectiv supervizate.

Metodele de invatare nesupervizate includ urmatoarele:

1) Analiza componentelor principale (ACP). Scopul sau este de a reduce
dimensionalitatea datelor multivariate prin ,,integrarea” variabilelor corelate, transformand
liniar variabilele initiale n variabile necorelate intre ele.
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2) Analiza factoriald (Factor Analysis) permite extragerea unui numar mic de factori
ascungi care explicd cea mai mare parte a variabilitatii comune si determind corelatiile
observate intre datele initiale.

3) Analiza clasificarii (Cluster Analysis) are ca scop de a grupa cazurile (observatiile)
in clustere (grupuri, categorii).

Printre metodele de Invatare supervizate se numara:

1) Regresia liniard multipla avand scopul de a descrie variatiile unei variabile y in
functie de valorile altor variabile prin intermediul unor functii liniare sau liniarizabile.
Variabila y se numeste dependentd, iar celelalte poartd denumirea de variabile independente
sau explicative.

2) Regresia logistica este un caz particular al regresiei liniare multiple. In acest tip de
regresie ,,raspunsul” este o variabila binara de tipul ,,da sau nu”.

3) Analiza discriminarii este o tehnica de statisticd multivariatd frecvent utilizata
pentru a construi un model descriptiv/predictiv al separarii (,,discriminarii”’) pe grupuri bazat
pe variabilele predictor observate si de a clasifica fiecare observatie intr-unul din grupuri. in
analiza discriminantd sunt utilizate mai multe atribute cantitative pentru a separa o singurd
variabila de clasificare.

4) Retelele neuronale asociazd unui input vectorial un anumit output vectorial.
Retelele neuronale ofera modele matematice de grupare neliniare in special pentru clasificarea
unor obiecte avand la bazd conceptul de retea bioelectricd din creierul uman formata de
neuroni §i sinapsele acestora. Principala trasatura a acestor retele este capacitatea de a invata
pe bazda de exemple, folosindu-se de experienta anterioard pentru a-si Imbunatati
performantele.

In scopul obtinerii beneficii maxime din aplicarea algoritmilor de data mining asupra
unui set de date este necesara asigurarea integritatii si valabilitatii datelor. Principalele actiuni
care se au in vedere sunt®: curatirea, transformarea, sintetizarea, reducerea si discretizarea
datelor. (Kennedy 1998, Pzle 1999)

Curatirea datelor. Datele din lumea reald sunt de obicei incomplete si afectate de
zgomot. Curatirea lor presupune adaugarea valorilor lipsa, reducerea zgomotului si Tnlaturarea
valorilor aberante. Valorile lipsd provin cel mai adesea din: disfunctionalititi ale
echipamentelor de colectare, neconcordante intre datele intr-un set de date sau omisiunea
acestora, atunci cand datele nu sunt intelese sau sunt considerate banale. Practicile cele mai
folosite pentru tratarea acestor cazuri sunt: ignorarea intregului tuplu din baza de date,
completarea manuald a datelor lipsa, folosirea unui caracter special care arata o valoare lipsa,
folosirea unor aproximari ale valorilor lipsa.

Sintetizarea datelor presupune efectuarea unei sinteze exhaustive a bazelor de date
multidimensionale, bancilor de date sau a figierelor intr-o schema unitara. Sintetizarea datelor
se poate realiza pe trei niveluri (Han si Kamber, 2001): sintetizarea schemei bazei de date,
detectarea si rezolvarea neconcordantelor dintre valorile datelor (de exemplu sa se pastreze
aceeasi scald a unitatii de masura), managementul datelor redundante.

Transformarea datelor. Cele mai utilizate tehnici de transformare a datelor sunt:
eliminarea zgomotului din date, agregarea, generalizarea, construirea de caracteristici
(atribute) noi si normalizarea. Cele mai utilizate tehnici de normalizare, potrivit cercetatorilor
Weiss si Indurkhya sunt: (Weiss and Indurkhya, 1998)

¥ Negnevitsky Michael, Artificial Intelligence — A guide to intelligent systems, second edition, Editura Pearson
Education, England, 2005, ISBN 0321-20466-2
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- normalizarea min-max presupune aplicarea unei transformari liniare asupra datelor:

X —min ,
X'=——,x’¢[0, 1].
max— min

- normalizare dupa scorul z. Un atribut A este normalizat in functie de medie si

. . x —media
dispersie x'= ——.
dispersia
. . e . .. . . X
- normalizare prin scalare zecimala se realizeaza prin aplicarea formulei: x = 0

unde j este cel mai mic intreg care satisface relatia max(|x’|)<l.
Si sa revenim asupra metodei de clasificare. Aceasta reprezinta procesul de gasire a

proprietatilor comune dintr-un set de date si clasificarea acestora in diferite clase conform

unui model de clasificare. (Chen, 1996). Clasificarea presupune parcurgerea a doua etape:

- existenta unui set de Tnvatare sau de antrenare folosit pentru a construi un model care
clasifica datele in anumite grupuri (clase);

- folosirea modelului de clasificare construit pentru un nou set de date sau pentru a
extrage reguli de clasificare noi.

Cele mai utilizate tehnici de clasificare sunt: clasificarea bayesiana, arbori de decizie si
retele neuronale.

Clasificarea Bayesiana presupune asignarea unui element x la una din clasele
c1,¢,...Cy, date, folosind un model de probabilitate definit conform teoremei lui Bayes.

O retea bayesiana este un graf orientat ale carui noduri reprezinta variabilele si ale carui
muchii sunt legaturile cauzale sau de influentd dintre acestea. Fiecarui nod i se asociaza un
tabel de probabilitati ce descriu relatiile dintre acesta si parintele sau.

Strategiile de decizie Bayes se aplica in probleme de clasificare cu numar mare de clase
cu scopul a minimiza erorile, avand la baza probabilitatea conditionatd. Probabilitatea
conditionata este folosita pentru a masura increderea ca un eveniment aleator sa aiba loc stiind
ca alt eveniment aleator a avut loc. Fie doud evenimente 4 si B, probabilitatea conditionata ca
P(ANB)

P(B)
(Q, >, P) un spatiu de probabilitate, B un eveniment arbitrar din ) si {4, ... ,4,} o partitie a
P(B|Ai)'P(Ai) P(B|Ai)'P(Ai)

P(B) S P(B|4,)-P(4,)

P(A4;)>0, i=1,..n. P(4;B) se numeste probabilitate posterioara, P(4;) este probabilitatea
aprioricd, P(B|4;) poartd denumirea de verosimilitate. Scopul este de a minimiza
probabilitatea de a gresi.

Fie D; regula de decizie referitoare la clasa Q; Fiind dat un vector X, eroarea relativa la
clasa Q; este definita de P{eroare/x}=q-P(Qi/x). Se minimizeaza probabilitatea de a gresi.
Conform regulii bayesiene de decizie se alege D; daca
P(Q,|x)>P(Q |x)iell.. j-1j+L.rk

Pentru un nou set de date care urmeaza a fi clasificate utilizand un clasificator bayesian,
presupunem ca fiecare atribut este o variabild aleatoare. Fiind dat un obiect cu atributele
{A1,A4>,...,4,} se doreste asignarea sa in clasa €. Clasificarea este corectd atunci cand
probabilitatea conditionata P(Q;|4,4,,...,A,) este maximd. Se calculeazd probabilitatile
posterioare P(Q;|41,4>,...,A,) pentru toate clasele €2; Se alege apoi clasa care are
probabilitatea maxima.

evenimentul 4 sa aiba loc stiind ca evenimentul B a avut loc este P(A|B) = . Fie

spatiului Q. Atunci, P(4,|B)= , unde P(B)>0 si
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Arborele de decizie este un arbore care contine in noduri cite un test pentru o
anumita proprietate, fiecare arc avand o valoare a proprietatii testate in nodul din care pleaca
arcul respectiv, iar in fiecare nod terminal o clasa. Arborii de decizie sunt folositi pentru a
selecta cea mai buna directie de actiune in situatiile in care apare incertitudinea. Nodurile
frunza specifica decizia la care se ajunge pentru calea care duce la acel nod.

ID3 (Iterative Dichotomiser 3)° este un algoritm de construire inductiva a unor arbori
de decizie. Euristica algoritmului ID3 masoara castigul informational pe care 1l aduce fiecare
atribut si alege ca test acel atribut care maximizeaza acest castig. Pentru o mulfime de mesaje
M = {m, my .., m,} si o probabilitate p(m; de aparitie a fiecdrui mesaj, continutul

informational al unui mesaj din M se defineste astfel: I(M ):Z— p(m; )log,(p(m,)).
i=l1

Algoritmul ID3 foloseste teoria informatiei pentru a selecta atributul care ofera cel mai mare
castig informational in clasificarea exemplelor de invéatare. ID3 alege atributul considerat cel
mai important, si imparte exemplele In subseturi corespunzatoare valorilor posibile ale
atributului. In continuare se apeleaza ID3 recursiv pentru subseturile obtinute si lista de
atribute ramase. Procedeul recursiv se termina cand toate exemplele dintr-un subset au aceeasi
clasificare. Daca se termina toate atributele si subsetul contine inca exemple de clasificare
diferite, atunci Tnseamnd ca sunt exemple cu aceeasi descriere dar cu clasificare diferita.
Acesta se poate datora mai multor motive:

- 0 parte din date sunt incorecte;

- datele sunt corecte dar atributele sunt insuficiente;

- datele sunt corecte dar clasificarea implica un anumit grad de nedeterminism.

Pentru a rezolva problema valorilor si a mari viteza de executie se poate aplica
algoritmul C4.5. Acesta se bazeaza pe algoritmul ID3, ajutand la imbunatatirea adoptarii
deciziei prin care derivd regulile de clasificare. Algoritmul C4.5 genereaza un arbore de
decizie prin partitionarea recursivd a multimii de date, printr-o strategie de parcurgere in
adancime (“depth-first”). Algoritmul ia in considerare toate testele posibile pentru impartirea
multimii de date si selecteaza testul care aduce cel mai mare aport (castig) informational.
Acuratetea clasificarii si timpului de rezolvare pot fi acceptabile pentru baze de date mici, dar
in cazul bazelor de date de dimensiuni mari ori timpul de executie creste, ori acuratetea
clasificarii descreste considerabil.

Din punct de vedere informatic clasificarea presupune impartirea unei banci de date in
baze de date mai mici prin algoritmi de tipul ,,divide-et-impera” (imparte si domina), pe baza
conceptului de similitudine. In procesul de clasificare se poate preciza sau nu de la inceput
numarul de clase.

Pentru ca un proces de clasificare sa fie corect trebuie indeplinite urmatoarele conditii
(Han si Kamber, 2001): similaritate intre grupuri mare si similaritate mica in interiorul
grupurilor.

Tehnicile de clasificare pot fi impartite in functie de urmatoarele trei criterii (Jain,
1999):

- In functie de metoda identificarii clusterilor pot fi clasificate in tehnici de partitionare
ierahice, bazate pe densitate si pe retele;

- in functie de tipul de date cu care se lucreaza, pot fi algoritmi statistici si conceptuali;

- in functie de teoria folositd pentru a extrage clusterii, putem avea clusterizarea fuzzy,
clusterizare ,.clard” si algoritmi care se bazeazi pe teoria retelelor neuronale (Kohonen).'

’ Negnevitsky Michael, Artificial Intelligence — A guide to intelligent systems, first edition, Editura Pearson
Education, England, 2002, ISBN 0201-71159-1

' Negnevitsky Michael, Artificial Intelligence — A guide to intelligent systems, second edition, Editura Pearson
Education, England, 2005, ISBN 0321-20466-2
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In continuare voi prezenta pe scurt cativa algoritmi de clasificare.

Algoritmul k-means este un instrument bine cunoscut si frecvent folosit in
clusterizare. Presupunand n vectori de atribute xi, x, ..., x, si k clustere, k < n, fixat. Fie m;
vectorul valorilor medii a vectorilor din clusterul i. Pentru separarea clusterelor se poate
utiliza un clasificator bazat pe distanta minima. Se poate spune ca un ifem (obiect) x apartine
clusterului 7 daca || x — m; || este minima dintre toate cele & distante posibile.

S-a constatat ca rezultatele obtinute prin k-means depind de alegerea valorilor medii
initiale ale clusterelor. De aceea, o variantd pentru imbunatatirea performantelor algoritmului
este rularea sa multipla si alegerea partifionarii celei mai bune. O masurd a calitafii
clusterizarii este datd de calcularea entropiei claselor rezultate. Din mai multe variante de
clusterizare, varianta optima are cea mai mare suma a entropiilor, ceea ce aratd faptul ca

k
datele din clustere sunt ct mai omogene H_ = —Z p;log p,, K* =argmax H_, unde H. este

i=1 ¢
entropia unei clusterizari, p; sunt probabilitdfile de apartenentd ale valorilor la un anumit
cluster (c), iar K* este strategia optimd de clusterizare. Printre dezavantajele pe care le are
algoritmul k-means se numara urmatoarele: se aplicd numai seturilor de date numerice,
necesitd specificarea numarului de clustere in avans, are capacitate redusd de a lucra cu date
aberante sau date care sunt afectate de zgomot, precum si incapacitatea de a descoperi clustere
cu forme neconvexe. Pentru a rezolva aceste inconveniente ale lui k-means s-au dezvoltat alti
algoritmi. Algoritmul CLARANS este un algoritm tipic care foloseste medoizii §i care se
bazeaza pe algoritmii PAM si CLARA. Un medoid este elementul central dintr-o clasa. Acest
algoritm se foloseste pentru a identifica k clase optime. O datd ce s-au identificat cei &
medoizi, datele ramase sunt asignate grupului corespunzand celui mai aproape medoid. Apoi
se verificd daca nu se poate inlocui un medoid cu oricare dintre vecini. Daca orice alt punct
imbunatateste calitatea grupului, atunci acesta devine noul medoid si procesul se repetd. Daca
nu, se alege un optim local si se aleg aleator alte date pentru a gasi un optim global.
Complexitatea algoritmului CLARANS creste liniar cu numarul de obiecte.

Pentru a manipula baze de date spatiale au fost creati alti doi algoritmi, care au la baza
algoritmul CLARANS: SD (CLARANS) si NSD (CLARANS), utilizatorul avand
posibilitatea de a alege tipul de reguli extrase in procesul de invatare.

Algoritmii ierarhici construiesc arbori in care fiecare nod reprezinta un cluster. Mai
departe ei se pot imparti in algoritmi cumulativi si algoritmi separatori, urmarind o abordare
de jos in sus sau de sus in jos. Cei mai utilizati algoritmi sunt:

- CURE: Un algoritm robust care lucreaza cu valori aberante si poate identifica
clusteri din forme nesferice (Ghula, 1998);

- ROCK: un algoritm de clusterizare robust folosit pentru date booleene si categoriale.
El introduce doud noi concepte: vecinii unui punct si legaturile lor (Guha, 2000);

- Birch este un algoritm care se utilizeaza pentru a clasifica seturi mari de date si are
la baza doud elemente: caracteristica dupa care se face gruparea si arborele de grupare. Acest
algoritm construieste o dendrograma numita arbore de clasificare n timp ce inspecteaza setul
de date. Existd doua etape cheie in aplicarea algoritmului: scanarea (parcurgerea) bazei de
date si construirea unui arbore si apoi aplicarea algoritmului de grupare pentru a clasifica
noduri «frunzay. '

" Holsheimer Marcel, Data Mining by Business Users: Integrating Data Mining in Business Processes, San
Diego, California, USA, 1999, ISBN 1-58113-171-2
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Fiind dat un numar de N obiecte {Q;! se calculeazd urmatorii indicatori pentru a
determina similaritatea:

N
2. X
- centroid-ul (centrul de greutate) X = "=1N :
N 1
z (X i =X, ) ?
- raza (distanta medie de la puncte la centrul de greutate): R =| = I :

- diametrul (distanta medie dintre oricare doua elemente .X; si X; ale unui cluster):

>3, -x)? |
D: i=1j= :
N(N -1)

- masurarea gradului de asemanare intre doud obiecte X; si X). In general se utilizeaza metrica

. 1
lui Minkowski: d (X, - X;) = (Z‘Xik — X ‘p jp, unde N este dimensiunea obiectului
k=1

(lungimea vectorului, etc). Distanta euclidiana se obtine pentru p=2, iar distanta Manhattan
pentru p=1;

Z Z (Xl - X j )2
- media intre doud clustere: D2=|-— FN]EIVN , unde N; si N, reprezintd
1 2

dimensiunea primului cluster, respectiv celui de-al doilea cluster;

ii()(i _Xj)z

- media in interiorul clusterului: D3 =| = , unde N reprezinta dimensiunea
N(N-1)
clusterului;
- cresterea variantei:
N+N, 2 2 NN, N2 )2
NN ZX Ny ZX Ny +N, ]NZIXYI
X, - —~ X, -
Z‘ N +N, Z‘ N | ; %“H ! N,

12 Anghelache Constantin, Tratat de statistica teoretica i economicd, Editura Economica, Bucuresti, 2008, ISBN
9789737093806
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Fiecare nod al arborelui reprezintd un grup de obiecte ce se caracterizeaza prin trei
indicatori: (N, LS, SS), unde N este numarul de obiecte din cluster, LS si SS au urmatoarele
formule de calcul:

- pentru un nod frunza, N: LS = ZR st 8§ = Z|R|2

PeN PeN

k
- pentru un nod parinte (non-frunzd), care are nodurile copil N, N,,...Ny: LS = ZLS al
i=1

k
nodului N; si SS =" SS al nodului N;.
i=l1

Fiecare nod non-frunza contine un anumit numar de copii. Numarul de copii pe care
un nod non-frunza poate sa 1i aiba este limitat de un prag numit factor de adaugare. Diametrul
unui subcluster dintr-un nod nu poate depasi un anumit prag.

Inserarea unui obiect in arbore se realizeaza prin traversarea arborelui de sus 1n jos
incepand cu radacina in functie de distantele euclidiana si Manhattan. Obiectul este introdus
in cel mai apropiat cluster sub un nod frunza. In cazul in care introducerea unui obiect intr-un
subcluster determinad depasirea diametrului si implicit a pragului stabilit, atunci se creeaza un
nou subcluster. Impartirea unui nod frunza este efectuatd de prima identificare a perechii de
subgrupuri de sub nodul frunza care sunt separate de cea mai mare distanta inter-cluster. Apoi
toate celelalte subclustere sunt impartite intre cele doua grupuri, avand ca suport apropierea
fata de cele doud subgrupuri.

1.3 Definire si forma generala a unei retele neuronale

La fel ca un creier uman o retea neuronala este alcatuita din neuroni si din conexiunile
dintre ei (figura 3). In retelele neuronale aceste conexiuni poarti denumirea de ponderi
(weights). Informatia electrica este simulata prin valori specifice stocate Tn aceste ponderi.
Prin simpla schimbare a acestora se poate simula schimbarea structurii de conectare a
retelei. '

Dendrlta Axon terminal k
i
(/% Corpul celulei /& :l- i Y
6 Nod Ranuer _I "
, : & L&
}\"‘-‘:—:K::_ff/& ol ' |
T Celula Schwann ! — -y

Teaca de mielina
Nucleu

Figura 3. Reprezentarea neuronilor in creierul uman

" Caleanu Catalin- Daniel, Tiponut Virgil, Retele Neuronale. Arhitecturi si algoritmi, Editura Politehnica
Timigoara, 2002, ISBN 973-9389-66-X
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